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摘要  针对在线医疗文本, 设计考虑医疗领域特性的识别特征, 并在自建数据集上进行实体识别实验。针对

较常见的 5 类疾病: 胃炎、肺癌、哮喘、高血压和糖尿病, 采用近年来较先进的机器学习模型条件随机场,b

进行训练和测试, 抽取目标实体包括疾病、症状、药品、治疗方法和检查 5 类。通过采用逐一添加特征的实

验方式, 验证所提特征的有效性, 取得总体 81.26%的准确率和 60.18%召回率, 随后对识别特征给出了进一

步分析。 
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Abstract  The authors design recognition features with the consideration of medical field characteristic for the 

online medical text, and the experiment of the entity recognition is carried out on the self-built data set. Concerned 

about five common diseases: gastritis, lung cancer, asthma, hypertension and diabetes. In the experiment, an 

advanced machine learning model Conditional Random Field is used for training and testing. The target entities 

include five kinds: disease, symptoms, drugs, treatment methods and check. The effectiveness of the proposed 

features is verified by using the experimental method, and the accuracy of the total 81.26% is obtained and the 

recall rate is 60.18%. Subsequently, the further analysis is given for the recognition features. 
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随着生活水平的提高, 人们对于健康问题日益

关注。互联网行业的迅猛发展催生了一大批在线医

疗社区和医疗信息网站, 它们为患者提供了多元化

的医疗信息获取渠道 [1]。这些网站主要以健康知

识、疾病信息、医疗新闻等为主要内容, 同时也提

供用户在线疾病问答功能。在国内, 比较知名的有

新浪健康、寻医问药、好大夫在线、39 问医生等

等。据笔者调查, 单是寻医问药网就包含 2004 年

11 月 24 日至今十余年的疾病问答数据, 而每天还

会涌现数万条新提问。日积月累, 这些疾病问答信

息将汇成一股非常可观的大数据。这样的数据有着

广泛的参与人群 , 其中包含大量真实的个人案例 , 

潜藏着丰富的医疗价值, 然而, 它们在文本中大多

处于一种非结构化的状态。为了实现信息的充分利

用, 抽取和挖掘出其中有用的医疗知识, 进行命名

实体识别通常是第一步。 

目前, 在医疗领域, 针对电子病历、各种医疗

报告、医学文献等的实体识别工作已有不少, 但针

对医疗问答网站中的疾病问答信息尚未见到相关研

究, 本文即针对这样的问答信息, 首次进行实体识
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别和挖掘工作。本文抽取的实体类别包括疾病、症

状、药品、治疗方法和检查五类。在特征选取方

面 , 除了使用一般的实体识别文本特征(例如符号

特征、词性特征、英文数字特征等), 还添加了医

疗领域特有的一些特征, 包括词的后缀特征、身体

部位指示词特征来辅助完成识别和抽取工作, 最终

在自建数据集上达到 81.26%的准确率和 60.18%的

召回率。 

1  相关工作 

命名实体识别是自然语言处理领域一个重要的

研 究 方 向 。 1995 年 举 行 的 第 六 届 消 息 理 解 会 议

MUC-6[2]正式提出命名实体识别任务, 它作为文本

挖掘中的第一步, 主要任务是识别文本中代表其知

识主体的词语。MUC 将命名实体主要定义为两类: 

专有名词和数量词。在不断的研究中, 命名实体的

含义和范围也在持续地丰富和扩展。MUC 之后 , 

出 现 了 自 动 内 容 抽 取 会 议 ACE [3] (Automatic 

Content Extraction, ACE), 它由美国国家标准技术

研究院(NIST)组织创办, 从 1999 年开始至今已经

举办多次关于信息内容自动抽取的评测任务, ACE

数据集已经成为测试新的信息抽取算法的公认标

准。 

在生物医学领域, 识别对象主要集中在以下几

类: 电子医疗记录、医学文献和在线医疗社区。目

前比较集中的研究是针对医学文献中的基因、蛋白

质、药物名、组织名等进行的生物命名实体识别工

作 [4]。随着医疗系统的信息化, 也出现大量针对电

子病历进行的识别工作, 目前识别 F 值一般在 0.82

左右[5]。 

命名实体的识别方法大致包括 3 种: 基于词典

的方法、基于启发式规则的方法和基于机器学习的

方法。基于词典的方法主要通过字符串匹配实现实

体识别, 但对词典有很强的依赖性。在国外, 英文

医疗实体识别日趋成熟, 可供参考的资料也都比较

详 实 , 最 著 名 的 词 典 包 括 国 际 疾 病 分 类 ICD-

10[6](International Classification of Diseases-10)、医

学一体化语言 UMLS[7](Unified Medical Language 

System)和 医 学 主 题 词 表 MeSH[8](Medical Subject 

Headings)。在中文方面, 国内研究还较少, 可供使

用的资源也相对匮乏。在基于启发式规则的方法方

面, Kraus 等[9]针对大学医疗系统的临床记录, 通过

构建正则表达式对其中提及的药品、剂量、服用方

法等信息进行识别。目前比较流行的是基于机器学

习的方法。 

命名实体识别, 可以看作是一个分类问题, 采

用类似支持向量机、贝叶斯模型等分类方法; 同时, 

也可以看作是一个序列标注问题 , 采用隐马尔可

夫、最大熵马尔可夫、条件随机场等机器学习方法
[10]。Sondhi 等[11]针对医疗论坛 HealthBoards 上的

疾病话题信息, 利用 SVM 和 CRF 方法进行浅层的

信息抽取。在中文方面, 浙江大学的叶枫等[12]自建

词典, 采用条件随机场对电子病历中的疾病、临床

症状、手术操作 3 类比较常见的命名实体进行识

别, 达到 90%以上的 F 值。王世昆等[13]对明清古医

案中的症状和病机进行识别, 采用 CRF 和 SVM 分

别进行训练和测试, 这也是在中文方面的较为大胆

的尝试。 

2  模型和特征选取 

在前面提到的众多方法中, 条件随机场是一个

比较优秀的识别方法, 它不仅去除了 HMM 中的独

立性假设, 而且通过全局的归一化解决了标记偏置

的问题, 在命名实体识别、词性标注等问题上都取

得不错的效果。如果采用 CRF 建立疾病问答中的

实体识别模型, 将更易于融合新的特征, 使用有重

叠性非独立的特征 , 而且利用其强大的推理能力 , 

训练语料中未出现的情况将有可能被识别出来。因

此, 本文选择 CRF 模型进行医疗文本中命名实体

的识别。 

2.1  条件随机场模型 
条件随机场(Conditional Random Fields, CRF)

是一种无向图模型, 1958 年由 Luhn 等[14]提出, 它

提供了一种概率框架, 计算在给定一个观察数据序

列 X = (x1, x2, …, xn)的条件下, 该序列所对应标签

序列 Y = (y1, y2, …, yn)整体出现的概率[15], 即 
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其中 = (1, 2, …, k) 代表模型参数, k(Y, X) 是

任意定义的以k 为参数关于观察序列 X 和标签序

列 Y 的特征函数, Z(X; )是归一化因子。 

用 CRF 模型进行命名实体识别就可以被视为

一个序列标注问题, 要识别的每个句子作为一个观 
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图 1  链式 CRF 结构 
Fig. 1  Chain-CRF structure 

察序列, 句子中的每个词作为一个符号, 为每一个

符号赋予一个类别标签。CRF 模型最简单的一个

结构就是链式结构[16], 如图 1 所示。 

进行模型训练时 , 给定一个训练数据集 D = 

{(X1, Y1), (X2, Y2), …, (XN, YN)}, 其对应经验分布为

( , )p X Y , 一般可以通过最大化对数似然值, 得出模

型参数估计:  
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为了避免过拟合 , 可以运用一些调整的方法 , 
通常会在参数上加上高斯先验, 目标函数 L()就变

为 
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其中k 是高斯先验的方差。得到参数之后, 就

可以进一步推断给定目标序列 X 最可能的标签序

列 Y *:  

 * ˆarg max ( | ; )
Y

Y P Y X  。 (6) 

目前已有一些成熟的算法可以用来推断这一

值, 比如 Viterbi 算法[17]。 

2.2  特征选取 
对于 CRF 模型来说, 特征的选取很关键。通

过对疾病问答文本进行分析, 本文选择以下特征进

行识别。 

1) 符号特征。 

中文之间没有类似英文空格的天然分隔符, 因

此在进行实体识别时, 需要首先进行分词操作, 将

分词之后的每一个词语即作为符号特征。为提高分

词准确率, 引入了自定义词典。通过从多个输入法

(包括搜狗、百度、qq)和医疗网站(寻医问药、好大

夫 在 线 等 )中 分 别 获 取 , 去 重 合 并 之 后 综 合 成 疾

病、症状、药物、检查、治疗方法和身体部位词语

6 类辅助词典。 

2) 词性特征。 

在病人描述中经常会出现“患”、“服用”、“吃”

等动词, 这些词后会出现疾病名或者药品名, 这就

为实体的边界的识别提供了线索。在本文中, 该特

征即为采用 Ansj 分词后的词性。本文采用开源代

码库 Github 上的 Ansj[18]系统的分词词性作为这一

维特征。 

3) 形态特征。 

形态特征指当前词的构成情况, 包括两个特征: 

英文字母特征和数字特征。英文字母特征用于标记

词当中是否包含有英文字母 , 因为对于检查来说 , 

经 常 会 出 现 “ct” 、 “MRI” 之 类 的 英 文 , 而 在 疾 病

名、药物等类别中却不常出现。同样, 数字特征用

于标记该词是否由数字构成。 

4) 后缀特征。 

在英文命名实体识别中, 经常采用词的后缀特

征进行识别, 而且被证明是有效的。本文研究工作

虽然是针对中文开展的命名实体识别, 但经观察发

现, 文本中的各类医疗实体也有一定规律性, 比如

病名通常以“病”、“症”这类词结尾, 而药品则以“颗

粒”、“丸”、“剂”等词语结尾, 治疗方法则常以“术”

结尾。因此, 本文也加入后缀特征, 即选取词语的

最后一个字作为特征。 

5) 身体部位指示词特征。 

该特征用于标记当前词是否为身体部位相关的

词语, 因为这样的词语在症状描述中经常出现。 

6) 上下文特征。 

在词语组成的序列中, 上下文之间存在相关性, 

该特征即为 CRF 模型中的边的特征。当选用不同

的窗口长度时, 将对各种特征进行组合, 形成新的

特征。 

3  在线医疗文本中的实体识别 

针对在线医疗文本信息, 我们主要考虑了表 1

中显示的 5 类命名实体。实体识别流程如图 2 所

示, 主要包括预处理、特征计算、CRF 模型训练和

实体识别和识别结果抽取。首先对获取的在线医疗

文本进行预处理 , 包括特殊符号的过滤、人工标

注、分词、大小写转化等操作, 然后, 利用程序从

处理好的文本中自动计算并抽取特征, 并将所有数

据划分为训练集和测试集两部分。将训练集放到模

型中进行训练, 随后再利用训练得到的参数测试模 
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图 3  数据标注示例 
Fig. 3  Data annotation sample 

表 1  命名实体类别 
Table 1  Category of named entity 

实体类别 类别定义 标识符号 示例 

疾病(Disease) 
主要对应于 ICD 中的疾病名、综合征, 概念中可以

包括前置的修饰语 
D 肺癌、胃炎、糖尿病、咳嗽变异性哮喘 

症状(Symptom) 
疾病引起的各种不适或异常的表现, 短语中可以包括

表示身体部位的词语 
S 胸痛、咳嗽、气喘、手脚无力 

药品(Medicine) 药物学名、商品名或者通用名称 M 胰岛素、参一胶囊、顺尔宁 

治疗方法(Treatment) 与疾病相关的一些手术或疗法 T 姑息术、右肺切除术、四联疗法 

医疗检查(Check) 为了确定疾病而采取的检查和测试方法 C 尿常规、血常规、核磁共振、CT 检查 

 
 

 

图 2  实体识别流程 
Fig. 2  Entity recognition flow 

型识别效果。 

3.1  数据预处理 
为了对在线医疗文本进行实验, 本文采集好大

夫在线的五类疾病的全部问答信息, 涉及疾病包括

胃炎、肺癌、哮喘、高血压和糖尿病。每一篇文本

包含一个提问及相应回答, 其中已经过滤掉没有回

答的提问信息。 

针对问答文本 , 首先进了一些相关的预处理

(如 对 特 殊 字 符 、 英 文 大 小 写 、 标 点 符 号 等 的 处

理)。随后进行了人工数据标注 , 采取的标注方式

为 BIO 模型(该模型 1995 年由 Ramshaw 等[19]提

出), 它可以将分块转化为序列标记确定问题。它

的格式为 B-X, I-X 或者 O, 其中 B, I, O 分别代表

Begin, Internal, Other, 即类别的开始、中间或其他, 

X 代表标注的类别。 

识 别 实 验 采 用 了 开 源 工 具 CRF++: Yet 

Another CRF toolkit[20], 其 输 入 有 一 定 的 格 式 要

求。标注时首先进行了人工标注, 为力求准确, 对

不熟悉的语汇都进行查阅和了解。随后将标注数据

转换成所需格式, 如图 3 所示, 前面 6 列分别对应

符号特征、词性特征、英文字母特征、数字特征、

后缀特征和身体部位指示词特征, 最后一列为标注

的实体类别标签。本文采用 Ansj 分词系统, 对于

自定义词典中的词都有自定义的类别标签。图 3 中

“辅舒酮”为自定义药品词典中的词, 因此词性有别

于其他词语。最终对每类疾病分别标注了 200 篇问

答信息, 共 1000 篇作为训练和测试数据, 共包含

4812 个不同的实体名词。 

crf++采用用户的模板进行特征计算。在选择

窗口大小时, 首先在 500 条问答数据上, 采用同样

的模板, 设置不同窗口大小进行测试。窗口大小为

3 时的效果优于窗口大小为 1 和 2, 此后再增加窗

口大小, 效果提升不大, 因此本文最终将窗口大小

设定为 3。针对每一列输入特征 t(0 到 5)设置模板, 
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4  总结与展望 

本文针对在线医疗问答信息, 设计了考虑医疗

领域特性的识别特征 , 并采用机器学习模型 CRF

在好大夫问答数据上, 针对 5 类医疗实体(疾病、

症状、药品、治疗方法和检查)进行了实体识别工

作。全部设计特征包括符号特征、词性特征、形态

特征、后缀特征、身体部位指示词特征和上下文特

征。首先进行了一组字典实验, 说明了自定义词典

对识别效果的有效提升, 然后采用逐一添加特征的

方式, 观察了实验结果的变化情况。结果表明, 随

着所提特征的逐一添加, 识别精确度有所浮动, 而

召回率普遍呈现上升趋势, 总体的 F1 值也不断上

升, 当采用所提全部特征时, 达到总体 81.26%的精

确度和 60.18%的召回率。我们还分析了后缀特征

和各类实体的词性构成模式, 说明了该特征的有效

性。 

实验结果表明, 本文方法可以有效地识别出问

答文本中大部分的医疗实体。但是我们还需继续提

高识别准确率, 获得更精准的挖掘结果。未来的工

作中, 我们将进一步丰富实体识别的特征,特别是针

对在线的医疗问答文本 ,进一步区分问与答两种文

本的区别和联系, 设计相应特征并引入实验; 还会

考虑前面有否定意义词汇的实体, 处理实体嵌套的

情况。 
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